
 

 Marine Sciences / Vol. 46, No. 11 / 2022 55 

基于 LSTM 的海洋表面短期风速预测研究 

李亚蒙1, 2, 孙宝楠2, 3, 4, 5, 丁军航1, 6, 7, 官  晟2, 3, 4, 5 

(1. 青岛大学自动化学院, 山东 青岛 266071; 2. 自然资源部第一海洋研究所, 山东 青岛 266061; 3. 自然资

源部海洋环境科学与数值模拟重点实验室, 山东 青岛 266061; 4. 山东省海洋环境科学与数值模拟重点实验

室, 山东 青岛 266061; 5. 青岛海洋科学与技术试点国家实验室区域海洋动力学与数值模拟功能实验室, 山

东 青岛 266237; 6. 山东省工业控制技术重点实验室, 山东 青岛 266071; 7. 青岛大学山东省生态纺织协同

创新中心, 山东 青岛 266071) 

摘要: 为实现对海面风速精确的短期预测, 提出了一种基于长短期记忆(LSTM, long short-term memory)

神经网络的短期风速预测模型, 选取 OceanSITES 数据库中单个浮标站点采集的风速历史数据作为模

型输入, 经过训练设置最佳参数等步骤, 实现了以 LSTM 方法, 对该站点所在海区海面风速在各季节

性代表月份海面风速的 24 h 短期预测。同时通过不同预测时长的实验以及与 BP(back propagation)神经

网络神经网络和径向基函数神经网络(radial basis function neural network, RBF)的预测效果对比实验, 

证明了 LSTM 预测方法相比上述两种神经网络预测方法, 在海表面风速预测应用中的优越性。最后通

过多个海域对应的站点风速数据预测实验, 证明了 LSTM 神经网络模型的普遍适用性, 由相关系数和

预测误差的分析可知该方法具备应对急剧变化数据的预测稳定性, 可以作为海洋表面风速短期预测的

一种可靠方法。 
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20 世纪以来, 全球气候变暖加剧, 世界各地的

自然灾害事件频繁发生, 其中海洋灾害造成的损失

迅速增长[1]。20 世纪 90 年代末, 中国海洋灾害年经

济损失高达 100 亿元, 其中由于风暴潮灾害造成的

损失占 80%以上, 并且在 2017 年中, 风暴潮灾害造

成的直接经济损失在全部海洋灾害直接经济损失中

占比突破 90%[2]。此外, 随着人类海上活动增多, 对

海洋环境及相互作用的观测需求更为迫切。例如, 近

年发展的海上航天发射活动, 对包括风速等要素的

观测提出更高需求 ; 风力发电要实现并网调配 , 保

障安全运行, 也需要具备对风速的预报、预警能力。

因此针对海面 10 m 高度风速(以下统称海面风速)的

预测研究, 对于海上作业、海洋环境安全预警、海洋

观测环境预报等应用领域有重要的意义。 

目前常用的风速预报研究方法包括: 经验预报、

数值预报、统计预报和神经网络预报[3]等。其中, 神

经网络和深度学习在风速预报中的应用成为近年研

究热点。包括误差法反向传播(back propagation, BP)神

经网络、多层感知机器(multilayer perceptron, MLP)、

循环神经网络(recurrent neural network, RNN)、自适应

神经模糊推断系统(adaptive network-based fuzzy infer-

ence system, ANFIS)、支持向量机(support vector ma-

chine, SVM)、卡尔曼滤波器等。 

长短期记忆(long short-term memory, LSTM)神

经网络是一种基于 RNN 的改进算法, 作为非线性模

型, LSTM 可以用于构造更大型的深度神经网络[4]。

熊一橙等[5]基于 LSTM 构建多输入-多输出智能网络, 

利用 SWAT(soil and water assessment tool)模型对 4 个

水文站点的径流过程进行了模拟研究。针对河流水

质的变化趋势 [6-7]和海洋水质预测 [8]问题 , 建立

LSTM 预测模型或基于 LSTM 的组合预测模型均具

有良好的预测效果。武双新[9]利用 LSTM 气温预测
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模型对每日最高气温进行预测并与其他模型对比 , 

实验证明了该模型预测效果的优越性。在河流水温

预测[10]以及沿海异常高水温预测[11]方面, LSTM 预

测模型均体现出了优质的潜力。Liu 等[12]提出了一种

基于 LSTM 的城市内、外河短期水位实时滚动预测

方法, 并以福州市为研究区域, 证实了 LSTM 在水

位实时滚动预报中的可行性。Yan 等[13]设计了一种

基于深度学习的海杂波信号检测方法, 利用 LSTM

的优点对预测误差进行频域转换, 提高了检测性能。

Jrges 等[14]开发了一种基于 LSTM 神经网络的机器学

习模型 , 用于预测近岸海水的有效波高 , 实验证明

LSTM 的性能优于深度前馈神经网络和其他先进的

机器学习算法。 

在风速预测领域, LSTM 模型能成功学习不同方

向风速预报特点, 对于不同方向风速预报误差结果

相近 , 具有一定的抗干扰能力 , 可以忽略掉部分相

关性和质量差的变量[15]。魏昱洲等[16]设计了一种双

层网络结构的 LSTM 预测模型, 通过实验证明了预

测模型的高精度性。李冰等[17]以风机历史数据为输

入, 建立了基于 LSTM 深度神经网络的短期风速预测

模型, 预测误差与其他预测方法相比更小。王俊等[18]

提出一种基于变分模态分解(variational mode decom-

position, VMD)和 LSTM 的超短期预测算法, 对比分

析证明该模型在超短期风速预测上精度较高。 

在风速预测问题上, 目前已经有了大量的研究, 

然而大部分均聚焦在城市、风场和铁路附近等陆上

领域, 对于海面风速研究极为匮乏。原因在于海洋气

象环境多变并且风速变化幅度强烈。此外由于海洋

环境复杂, 对于海面风速的数据采集相较陆地更为

困难, 导致数据的连续性和代表性也因此降低。 

本文利用浮标测量风速数据, 将 LSTM 预测模

型应用到海面风速的短期预测中。首先研究了

LSTM 算法对于季节性海面风速的预测效果, 并与

BP 神经网络和径向基函数 (radial basis function, 

RBF)神经网络预测方法进行对比 , 证明了该方法

的预测准确性。然后通过多个浮标站点采集的数据

进行预测实验, 验证了 LSTM 预测方法对于不同海

域的普遍适用性。为海面风速的短期预测研究提供

了一种思考路线。 

1  相关理论和数据来源 

1.1  LSTM 网络结构 

LSTM 网络是一种时间循环神经网络, 用于消

除 RNN 在处理长期依赖问题时产生的梯度消失或梯

度爆炸现象[19]。相比普通 RNN 的简单重复模块链结

构, LSTM 拥有 4 层以特殊形式交互的重复模块结构, 

因此在长序列训练过程中, LSTM 表现更好。 

LSTM 具有删除或添加信息到细胞状态的能力, 

该能力由一种名为“门”的可选式信息通过方式赋

予,“门”的结构由 sigmoid 神经网络层和点乘法运

算组成。相较于 RNN 的隐藏层中只有单个传递状态, 

LSTM 网络增加了一个状态单元 ct, 并由 LSTM 中的

3 个“门”: 输入门 it、输出门 ot和遗忘门 ft进行保

护和控制。LSTM 单元在当前时刻有 3 个控制输入: 

输入值 xt、上一时刻输出值 ht–1和上一时刻状态值 ct–1, 

2 个输出: 输出值 ht和状态值 ct。输入门控制即时输

入信息送入状态单元; 输出门控制状态单元中部分

信息输出并继续自循环迭代; 遗忘门控制信息的删

除与保留, 并重置状态单元。LSTM 网络结构如图 1

所示。 

 

图 1  LSTM 网络结构图 

Fig. 1  LSTM network structure 
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单个 LSTM 主要分为以下 4 个步骤:  

(1) 确定要从状态单元中删除哪些信息。这项工

作由“遗忘门”中的 sigmoid 神经网络层实现, 它基

于前一时刻输出 ht–1 和当前时刻输入 xt, 为上个时刻

状态值 ct–1 中每个值输出 0 到 1 之间的数字, 1 表示

全部保留, 0 表示彻底遗忘。 

  1,t f t t ff W h x b   ,         (1) 

其中, ft是遗忘门激活函数, σ是 sigmoid 函数, Wf是遗

忘门权重矩阵, bf是遗忘门偏置向量。 

(2) 确定要在状态单元中存储哪些信息。该步骤

分为两部分, 首先利用“输入门”的 sigmoid 层决定

更新值, 其次使用 tanh 层计算候选向量 tc 加入状态

单元中。 

  1,t i t t ii W h x b   ,         (2) 

  1tan ,t c t t cc h W h x b  ,        (3) 

其中, it是输入门激活函数, Wi、Wc是输入门、状态

单元权重矩阵, bi、bc是输入门、状态单元偏置向量。 

(3) 更新上一时刻状态值 ct–1, 得到当前时刻状

态值 ct。 

1t t t t tc f c i c     ,            (4) 

其中, “·”指按元素相乘符号。 

(4) 确定输出信息。首先运行 sigmoid 层决定要

输出哪些部分, 其次将状态值通过 tanh 层, 并结合

sigmoid 层输出决定信息输出的程度。 

  1,t o t t oo W h x b   ,          (5) 

  tanht t th o c ,            (6) 

其中, ot是输出门激活函数, Wo是输出门权重矩阵, bo

是输出门偏置向量。 

1.2  数据来源 

本文采用的海面风速数据是 OceanSITES 数据库

(OceanSITES 是一个全球范围的, 长期、开放的海洋

观测站系统, 每个站位可以测量获取从海气界面到

海底 , 全海深的数十个海洋环境变量。https://dods. 

ndbc.noaa.gov/oceansites/)中 , 位于各个海域 , 靠近

海岸线的浮标站点实时监测的现场数据。包括东太

平洋 T8S165E 站(8°S, 165°E)、西太平洋 T2S95W 站

(2°S, 95°W)、北大西洋 PIRATA 站(21°N, 23°W)、南

大西洋 PIRATA站(14°S, 32°W)和北印度洋 RAMA站

(15°N, 90°E)。上述站位, 分布在主要大洋, 且位置相

对较远 , 测试结果具有较强的独立性 , 因而研究结

果的普适性更有说服力。 

本文下载使用的 NC(Net Common Data Format, 

NetCDF)数据包中, 包含了近年来对应站点的风速、

气温、相对湿度和大气压等气象观测数据。浮标风

速传感器每 10 min启动一次用时 2 min的检测, 共采

样 240 次, 以 240 次采样平均值作为这 10 min 的风

速值。这种检测方法将浮标运动及传感器随机误差

对风速测量造成的影响大大降低, 测量值基本反映

了风速本身的变化规律, 更有利于开展预测方法的

研究。本文采用 Matlab 软件及其机器学习工具箱进

行短期风速预测。首先对获取的数据进行数据集划

分和标准化, 将处理后的数据输入构建的 LSTM 网

络进行训练, 通过重复训练计算出损失函数和模型

误差, 从而调整网络参数得到基于 LSTM 的短期风

速预测模型。 

2  风速预测的具体实现 

2.1  预测模型构建 

本文采用的短期风速预测模型 , 隐含层由一个

LSTM 层、一个 Dropout 层和一个 Dense 层构成。

Dropout 方法能够有效解决神经网络在训练过程中, 

训练结果较好而测试效果较差的过拟合问题。Dense

层中每个神经元与上一层全部神经元输出相连 [20], 

因此 LSTM 的输出不仅包含预测所需信息, 还能反

映出特征信息与预测结果之间的函数关系。 

LSTM 模型具体实现风速预测由 3 个步骤构成。

首先 , 对采集到的数据进行划分和标准化处理 ; 其

次 , 在训练过程中 , 确定网络模型训练和预测所需

具体参数如隐藏层神经元个数、学习率、训练迭代

次数等, 完成模型的构建; 最后, 通过去标准化的数

据进行测试集预测, 完成对模型的检验。预测模型框

架如图 2 所示。 

2.2  数据处理和模型参数 

本文数据来源于实时监测采集海面风速的太平

洋浮标站点, 选取其中一定序列长度的数据, 按一定

比例划分训练集和测试集。考虑到神经网络中神经元

的饱和特性, 以及激活函数的输入输出数值范围, 数

据划分完毕后需要进行标准化处理, 标准化公式为:  

tra

tra

t
t
d

s





 ,             (7) 

其中, st 是标准化后的数值, dt 是训练集中每个时刻

的数据值, μtra 是训练数据的均值, σtra 是训练数据的

标准差。 
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图 2  LSTM 预测网络模型框架 

Fig. 2  LSTM prediction network model framework 

 

构建基于 LSTM 网络的海表短期风速预测模型

需要确定部分特征参数。本文建立的预测模型只考

虑到海面风速数据, 因此输入层维数设为 1。隐藏层

维数代表了隐藏层神经元的个数, 当时间序列数据

较为复杂时 , 神经元个数设置越多模拟效果越好 , 

但同时也带来了训练时间过长以及过拟合的缺点 , 

在训练过程中需要折衷考虑模拟效果和训练时间长

短问题, 因此在隐藏层中, 选取 LSTM 层神经元个

数为 144, Dropout 层舍弃神经元比例为 0.2, Dense 

layer 层输出向量为 1 维。同时可知输出层维数为 1。

训练天数即训练数据的序列长度, 选择时需要充分

考虑模型进行网络训练时的实际情况, 当序列长度

太短时, 模型训练程度不足以模拟出数据变化的规

律, 预测性能较差; 当序列长度太长时, 会导致训练

时间过长, 且有概率因为突兀数据造成预测性能恶

化 , 本文在实验过程中 , 通过设置不同的训练天数

来确定最佳的序列长度。训练迭代次数 epoch 与训练

天数类似, 选择的大小会影响模型生成时间和预测

准确率, 因此同样通过实验设置不同的迭代次数进

行对比, 从而选择出最佳次数。 

LSTM 网络的训练采用的是反向传播算法

(back-propagation through time, BPTT), 首先前向

计算出每个神经元的输出值 , 其次反向计算出每

个神经元的误差项 , 最后通过误差项计算出权重

梯度值。本文实验中在每一步的预测完成后 , 利用

该时刻的风速预测值计算误差项 , 进而预测出下

一步的风速值。其他的网络参数设置如下 : 损失函

数采用均方根误差函数、优化算法使用学习率自适

应(adaptive moment estimation, Adam)算法、初始学

习率设置为 0.005。  

2.3  预测效果评价指标 

在短期风速预测中 , 一般选取平均绝对误差

(mean absolute error, EMA)和均方根误差(root mean 

squared error, ERMS)对预测结果进行评价, 两者的计

算公式如下:  

 MA
1

1 N

t t
t

E f y
N 

  ,          (8) 

 2RMS
1

1 N

t t
t

E f y
N 

  ,        (9) 

其中, N表示模型样本数, ft表示 t时刻风速实际值, yt

表示 t时刻风速预测值。 

同时, 利用皮尔逊相关系数 r (Pearson correla-

tion coefficient)作为反映预测值与实际值之间相关

性程度的统计指标。计算公式为:  

  

   

1

2 2

1 1

N

t t
t

N N

t t
t t

f f y y

r

f f y y



 

 


 



 
,     (10) 

其中 , f 表示风速实际值均值 , y 表示风速预测值

均值。可知 r的绝对值处于 0~1, r越接近 1, 则预测

值与实际值之间相关性程度越高。 

3  实验结果与分析 

3.1  样本选择 

首先从 T8S165E 站提供的海洋数据中, 筛选出

对应位置 2021 年各季节代表月份中 16 d 的实时数据, 

进行海面风速的季节性预测研究讨论, 分别为 1 月、

4 月、7 月和 10 月, 每天数据的采样周期为 10 min。

在实验过程中, 通过设定 LSTM 模型中不同的训练

天数对应的样本数据和训练迭代次数, 来实现对各

月份后 144 个样本数据的预测。同时与 BP 神经网络

模型和 RBF 神经网络模型的各季节风速预测结果进

行对比。考虑到缺损值和突兀点对神经网络模型训

练的影响, 首先需要对采集到的数据进行预处理。剔

除野点后, T8S165E站各月份选取的 16 d海面风速变

化曲线如图 3 所示。 
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图 3  T8S165E 站各季节海面风速变化曲线 

Fig. 3  Sea surface wind speed variation curve of T8S165E station in different seasons 

 

3.2  预测结果及性能分析 

通常情况下, 随着训练天数和训练迭代次数的

增加 , LSTM 模型的预测效果越理想 , 但同时训练

时间也随之增加。当参数选择过小时, 模型无法完

成收敛 , 预测精度较低 ; 当参数选择过大时 , 模型

的误差和损失函数等下降幅度会减弱, 此时参数中

过多的无用信息以及增加的训练时间则拉低了预

测模型的整体性能。因此综合考虑到训练天数和训

练迭代次数对模型预测精准度和训练时间的影响 , 

将 T8S165E 站 2021 年各月份数据对应的训练时间

分别设置为 15 d、10 d、5 d 和 3 d, 即对应的训练

数据样本个数为 2 160、1 440、720 和 432。训练迭

代次数分别设置为 40、60 和 80, 形成的参数组合

如表 1 所示。 

根据不同的参数组合 , 绘出对应的模型平均绝

对误差和均方根误差如图 4 所示。 

表 1  训练时间和训练迭代次数参数选取 
Tab. 1  Parameter selection of training time (d) and trai-

ning iterations  

编号 训练时间/d 训练迭代次数 

1 15 40 

2 15 60 

3 15 80 

4 10 40 

5 10 60 

6 10 80 

7 5 40 

8 5 60 

9 5 80 

10 3 40 

11 3 60 

12 3 80 
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图 4  各月份不同参数组合下的 MAE/RMSE 

Fig. 4  MAE/RMSE under different parameter combinations in each month 

 
结合训练误差对各季节的 LSTM 风速预测模型

参数进行如下设置: 1 月, 4 月, 7 月, 10 月训练时间均

为 10 d, 迭代次数均为 60。BP 神经网络预测模型输

入层维数为 1, 中间层神经元数通过训练得出最佳值

7, 输出层维数为 1, 各月份训练时间通过实验, 同

样选择为 10 d。RBF 神经网络预测模型参数选择与

BP 模型基本相同。利用设置的参数代入各模型对各

月份后 144 个样本数据进行预测, 如图 5 所示为各季

节海面风速预测效果的对比情况。 

各模型预测结果的平均绝对误差和均方根误差

如表 2 所示。 

通过预测结果和误差分析可知 , 对于不同季节

的数据, 各神经网络预测模型都可以有效模拟出海

面风速的变化趋势, 体现出在不同季节的海洋环境

影响下 , 预测模型均具备一定的适应性 , 可以全方

位地预测出整年的海面风速数据。 

根据浮标实际检测值可知 , 海面风速的随机性

较强 , 变化幅度较大 , 当各月份出现急剧变化的风

速值时, LSTM 神经网络的预测效率更强, 对于风速

的拟合度相较另外两种神经网络更高。对于整体预

测效果而言, LSTM 的预测最小 EMA 和 ERMS 达到

0.328 和 0.445, RBF 预测的最小 EMA 和 ERMS 分别为

0.334 和 0.463, BP 预测的最小 EMA 和 ERMS 分别为

0.373 和 0.476, 因此 LSTM 神经网络模型的预测更

精准有效。 

各种神经网络模型对于海面风速的预测可以

进一步讨论 , 通过调整不同的测试集长度 , 验证

出神经网络模型的最佳预测周期。设置预测时长

为 6、12、18 和 24 h, 利用 3 种神经网络模型对

各季节海面风速预测进行对比 , 选择出预测的最

佳测试集长度 , 预测值的平均绝对误差如下图 6

所示。  
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图 5  海面风速预测结果与实测对比 

Fig. 5  Comparison between predicted and measured sea surface wind speed 

 
表 2  各模型预测结果的 MAE 和 RMSE 
Tab. 2  MAE and RMSE of predicted results of each model 

预测方法 误差 1 月 4 月 7 月 10 月

EMA 0.400 0.328 0.328 0.354
LSTM 

ERMS 0.496 0.446 0.445 0.428

EMA 0.435 0.334 0.380 0.393
RBF 

ERMS 0.541 0.463 0.507 0.471

EMA 0.440 0.373 0.384 0.404
BP 

ERMS 0.541 0.476 0.509 0.481

 
由实验结果可知, 随着测试集预测时长的变化, 

LSTM 神经网络模型的预测误差始终低于其他神经网

络模型。由于海面风速的变化幅度较大且随机性较强, 

因此随着预测时长的变化, 预测的误差变化较小。在

实际工程中进行测试集的选择时还需综合考虑预测

成本与准确性, 因此在保证风速预测的时效性前提下, 

可以选择 24 h 作为测试集最佳预测周期。 

3.3  多站点预测验证实验 

基于对比实验的研究分析, 为了验证 LSTM 神

经网络预测模型的普遍适用性, 选择 4 个站点的海

面风速数据进行预测验证 , 由于数据较多 , 选取各

站点在 2021 年中单季节的预测结果进行展示, 分别

为 RAMA 站(15°N, 90°E)1 月数据、PIRATA 站(14°S, 

32°W)4 月数据、PIRATA 站(21°N, 23°W)7 月份数据

和 T2S95W 站(2°S, 95°W)10 月数据。模型参数通过

上述实验后均选取最佳值, 各站点数据采样周期仍

为 10 min, 预测时长为 24 h。通过各海域浮标站点的

代表性海面风速数据验证 LSTM 神经网络模型的预

测普遍适用性。预测结果如图 7 所示。 

利用相关系数 r(Pearson correlation coefficient)

作为反映预测值与实际值之间相关性程度的统计指

标, r 越接近 1, 则预测值与实际值之间相关性程度

越高。相关性曲线如图 8 所示。 
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图 6  各季节代表月份海面风速预测平均绝对误差 

Fig. 6  Mean absolute error of sea surface wind speed prediction in representative months of each season 

 

图 7  各站点海面风速预测结果 

Fig. 7  Forecast results of sea surface wind speed at each station 
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图 8  各站点海面风速预测相关性曲线 

Fig. 8  Correlation curve of sea surface wind speed prediction at each station 

 
预测结果指标如表 3 所示。 

 
表 3  各站点预测性能指标和相关系数 
Tab. 3  Predicted performance indicators and correla-

tion coefficients of each site 

站点 EMA ERMS 相关系数 r

RAMA 站(15°N, 90°E) 0.369 0.445 0.930 

PIRATA 站(14°S, 32°W) 0.394 0.474 0.830 

PIRATA 站(21°N, 23°W) 0.389 0.495 0.926 

T2S95W 站(2°S, 95°W) 0.416 0.590 0.909 

 
通过多站点预测实验结果的预测误差分析和相

关系数可知, LSTM 神经网络模型对于海面风速的预

测具备多海域普遍适用性, 能够精确拟合出各海域

及各季节海洋数据的变化趋势。当某季节风速变化

频率较快且幅度较大时, 模型预测效果仍然可以保

证一定的相关程度, 这表明尽管海面风速等海洋数

据受诸多不稳定因素影响, 而具备随机性、高非线性

的特点, 但使用 LSTM 神经网络能够进行高精度预

测, 并且具备应对急剧变化数据的预测稳定性。 

4  结论 

针对海洋领域中气象环境复杂多变、海面风速

随机性强而导致的难以精准预测的问题, 本文提出

了一种基于 LSTM 神经网络的短期风速预测方法。

在 Matlab 环境下搭建了基于 LSTM 神经网络的预测

模型, 同时搭建了 BP神经网络和 RBF神经网络模型

用作预测性能对比。 

首先考虑到海面风速受季节性影响较大, 选取

东太平洋单浮标站点各季节代表月份的海面风速

历史数据作为模型输入, 通过训练选取最佳模型参

数, 对固定测试集海面风速数据进行了预测。结果

证明, 3 种神经网络模型均能模拟出海面风速的变

化趋势, 对季节性变化均可进行一定时间范围内有

效的预测 ; 但相比之下 , LSTM 神经网络拥有更高

的精准性能。 

其次基于 3 种神经网络预测模型对测试集预测

时长进行扩展讨论, 对各模型不同预测时长下的预

测值平均绝对误差进行比较, 得出海面风速的最佳
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预测周期为 24 h。证明了 LSTM 神经网络整体预测

效果始终优于 BP 神经网络和 RBF 神经网络。 

最后利用 LSTM 神经网络对不同海域中多个

站点进行预测验证 , 通过选取靠近海岸线的海洋

浮标站点 , 以及各浮标季节性相关的海面风速进

行预测实验 , 验证了本文提出的 LSTM 神经网络

模型的普遍适用性。通过相关系数的计算 , 证明了

当数据波动较为频繁时 , 模型预测结果保持了较

强的一致性。  

在以后的研究方向中可以进一步考虑优化模型

参数的设置, 如增加输入维数(包括添加海表海温、

湿度、风向等海洋数据作为输入), 这些变量可以看

作海面风速影响因子。因此可以探讨增加的输入参

数与需要预测的参数之间的相关性, 并且对比出不

同程度相关性数据输入时对于预测精度的影响, 进

而使得神经网络对于海洋数据的预测达到更高的精

确度。 
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Abstract: Sea surface wind speed plays a critical role in production and operation activities such as marine space 

launches and wind power deployment. However, because sea surface wind speed is highly nonlinear and stochastic, 

it is relatively challenging to estimate precisely. A short-term wind-speed prediction model based on long short-term 

memory (LSTM) neural network is suggested to accomplish reliable short-term prediction of sea surface wind speed. 

The historical wind speed data gathered by a single buoy station in the OceanSITES database is chosen as the model 

input, and the LSTM techniques are implemented by training the best parameters. Using this LSTM method, a 

24-hour short-term forecast of the sea surface wind speed where the station is located in each seasonal representa-

tive month is realized. Simultaneously, through experiments involving various prediction durations and comparison 

experiments of prediction effects with back propagation neural network and radial basis function neural network, it 

is demonstrated that the LSTM prediction approach is superior to the above two neural network prediction methods 

in the application of sea surface wind–speed prediction. Finally, the LSTM neural network model is demonstrated to 

be globally applicable to wind speed prediction experiment data at stations representing diverse marine areas. The 

analysis of correlation coefficient and prediction error reveals that this method has the prediction stability to deal 

with quickly changing data and can be employed as a reliable method for short-term prediction of ocean surface 

wind speed. 
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